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TÓM�TẮT

� Trong lĩnh vực bảo trì và bảo dưỡng, việc tiến hành khảo sát và điều tra để xác định và phân
tích các hư hỏng đóng vai trò quan trọng trong quá trình sản xuất. Gần đây, đã có một lượng lớn
nghiên cứu về các kỹ thuật phát hiện bất thường nhằm tránh các hạn chế liên quan đến chi phí và
nhãn dữ liệu. Do đó, chúng tôi đề xuất sử dụng một phương pháp học máy không giám sát được biết
đến là Variational AutoEncoder (VAE) để chẩn đoán các hư hỏng của dầm, một chi tiết cơ bản trong
lĩnh vực cơ khí. Bằng cách tiến hành thực nghiệm trên các mô hình dầm, chúng tôi có thể đánh giá
và biểu diễn các hư hỏng một cách hiệu quả trong không gian tiềm ẩn. Qua đó, nghiên cứu này đã
cho thấy tính hiệu quả và khả thi của không gian ẩn trong mô hình VAE, có thể ứng dụng với nhiều
loại hư hỏng và nhiều chi tiết khác trong công nghiệp.

Từ�khóa: Hư hỏng của dầm; Nhận diện bất thường; VAE; Không gian tiềm ẩn.

ABSTRACT

� In the ¿eld of maintenance and upkeep, conducting surveys and investigations to identify and
analyze faults plays a crucial role in the production process. Recently, there has been a signi¿cant
amount of research on anomaly detection techniques to overcome limitations related to cost and
data labeling. Therefore, we propose the use of an unsupervised machine learning method known
as Variational AutoEncoder (VAE) for diagnosing beam faults, a fundamental component in the
mechanical industry. By conducting experiments on beam models, we can effectively evaluate and
represent faults in the latent space. This research demonstrates the effectiveness and feasibility of
the latent space in the VAE model, which can be applied to various types of faults and different
components in the industry.

Keywords:�Damage of beam; Anomaly detection; VAE; Latent space.



NGHIÊN�CỨU�-�TRAO�ĐỔI



ISSN 2615 - 9910 (bản in), ISSN 2815 - 5505 (online)
TẠP CHÍ CƠ KHÍ VIỆT NAM, Số�306,�tháng�8�năm�2023

cokhivietnam.vn / tapchicokhi.com.vn

1.�ĐẶT�VẤN�ĐỀ

Việc� điều� tra,� khảo� sát� hư� hỏng� luôn�
là�mối�quan�tâm�trong�lĩnh�vực�bảo�trì�và�bảo�
dưỡng� máy� móc,� trong� đó� việc� khảo� sát� hư�
hỏng�do�mỏi�thường�khó�để�nhận�biết�sự�xuất�
hiện�của�các�vết�nứt�trong�vật�liệu.�Những�năm�
gần�đây,�các�phương�pháp�chẩn�đoán�sử�dụng�
trí�tuệ�nhân�tạo�(AI)�thường�liên�quan�đến�tác�
vụ� phân� loại� hoặc� hồi� quy� (classi¿cation� and�
regression)� [1],� [2],� tuy� nhiên� để� thu� thập� dữ�
liệu�hư�hỏng�đòi�hỏi�công�sức�và�chi�phí�đáng�
kể.�Các�dữ�liệu�cho�các�trạng�thái�hỏng�hiếm�và�
đôi�khi�không� thể�có�được� [3].�Trong�khi�đó,�
việc�phân�loại�mức�độ�hư�hỏng�do�các�yếu�tố�
khác�nhau�trong�kết�cấu�cũng�khó�khăn.�Dữ�liệu�
được�gán�nhãn�thường�không�có�sẵn,�khiến�các�
thuật�toán�không�hiệu�quả�[4].

Trong� lĩnh� vực� trí� tuệ� nhân� tạo� (AI),�
nhận� diện� bất� thường� (anomaly� detection)� đã�
được�chú�ý�đến�nhờ�ưu�điểm�tránh�những�hạn�
chế�của�các�phương�pháp�đã�nêu�trên�[5].�Xirui�
Ma�và�cộng�sự�đã�chỉ�ra�rằng�học�không�giám�
sát�có�thể�chỉ�ra�những�hư�hỏng�bất�thường�có�
thể�phát�hiện�từ�các�đặc�trưng�trích�xuất�từ�dữ�
liệu�dao�động�mà�không�cần�phải�dán�nhãn�[6].�
Ở�nghiên�cứu�này,�chúng�tôi�đưa�ra�một�phương�
pháp�có�thể�nhận�biết�được�hư�hỏng�sử�dụng�học�
máy�không�giám�sát�(unsupervised�learning)�có�
tên�là�Variational�AutoEncoder�(VAE)�[7].�Các�
thiết�kế,�tính�toán�về�quy�trình�lấy�mẫu,�xử�lý�
số�liệu�bằng�Variational�Mode�Decomposition�
(VMD)�[8]�và�thông�số�mạng�cũng�được�trình�
bày.�Ngoài�ra,�miền�không�gian�ẩn�(latent�space)�
trích�xuất�từ�dữ�liệu�rung�động�thông�qua�VAE�
sẽ�được�phân�tích,�đánh�giá�và�biểu�diễn�để�thể�
hiện�hư�hỏng�so�với�dầm�thép�nguyên�vẹn.

2.�PHƯƠNG�PHÁP

2.1.�Dữ�liệu�thu�thập

Tín�hiệu�liên�tục�từ�cảm�biến�được�đọc�
và�chuyển�thành�tín�hiệu�số�thông�qua�card�âm�
thanh�của�máy�tính�bằng�phần�mềm,�từ�đó�được�
lưu�dưới�dạng�tệp�có�đuôi�mở�rộng�*.wav.�Các�
thông�số�lấy�mẫu�được�cài�đặt�ngay�trên�phần�
mềm�như�tần�số�lấy�mẫu,�độ�phân�giải�của�tín�
hiệu.�Tần�số�lấy�mẫu�được�chọn�là�16000�Hz.
Có�hai�vấn�đề�cần�quan�tâm�khi�chọn�tần�số�lấy�
mẫu.�Đầu�tiên�là� tần�số�lấy�mẫu�phải�lớn�hơn�
gấp�hai� lần� tần� số�cao�nhất�của� tín�hiệu.�Thứ�
hai,�tần�số�lấy�mẫu�không�quá�lớn�vì�nếu�quá�
lớn�đồng�nghĩa�máy�tính�sẽ�xử�lý�nhiều�hơn�cho�
mỗi�giây.�Vì�vậy�để�chọn� tần� số� lấy�mẫu�cần�
cho�chạy�thử�với�các�tần�số�khác�nhau�ứng�với�
dãy�tần�số�giới�hạn�của�cảm�biến.�Sau�đó�thông�
qua�phổ�FFT�của�tín�hiệu�và�khả�năng�xử�lý�của�
máy�tính�(đo�bằng�thời�gian)�để�chọn�ra�tần�số�
thích�hợp.

2.2.�Xử�lý�tín�hiệu

Đối� với� dạng� tín� hiệu� dạng� sóng,� kӻ
thuật� trích� xuất� các� hàm� có� tên� là� Intrinsic�
Mode�Function�[9]�(IMF),�theo�đó�một�tín�hiệu�
bao�gồm�nhiều�mode�dao�động,�mỗi�dao�động�
là�một�hàm�IMF�mang�ý�nghĩa�là�các�dao�động�
riêng�lẻ�hợp�thành�tín�hiệu,�mỗi�phần�mang�một�
đặc�trưng�là�tần�số�và�biến�đổi�biên�độ�riêng.�Do�
đó,�ở�nghiên�cứu�này,�phương�pháp�Variational�
Mode�Decomposition�(VMD)�[8]�được�sử�dụng�
để�trích�xuất�những�mode�tín�hiệu�khác�nhau.

Thuật�toán�VMD�là�một�quá�trình�tối�ưu�
hóa�thông�qua�các�vòng�lặp.�Các�IMF�xác�định�
bằng�cách�tìm�các�tần�số�trung�tâm,�thông�qua�
việc� tối� thiểu�hóa�hàm�chi�phí�được�tính�toán�
thông�qua�chuẩn�Euclid�(L2)�giữa�tín�hiệu�gốc�
và�tín�hiệu�được�ước�tính.�Các�tham�số�sẽ�được�
cập�nhật�thông�qua�phép�nhân�tử�Larrange.
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2.3.�Variational�AutoEncoder
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Hình 1. Sơ đồ nguyên lý mạng VAE. Dữ liệu vào X
được đưa qua bộ mã hóa Pϕ (Z│X) để đưa về miền
ẩn rồi từ đó truyền qua bộ giải mã để sinh

ra dữ liệu tái tạo .

Variational� Autoencoder� [8],� hay� gọi�
tắt� là�VAE,� là�một� loại�mạng�nơron�nhân� tạo�
được�sử�dụng�trong�học�máy�không�giám�sát.�
Dữ�liệu�ban�đầu�thông�qua�VAE�sẽ�được�nén�về�
một�miền�dữ�liệu�ẩn�(latent�space)�bằng�phương�
pháp�ánh�xạ�qua�bộ�mã�hóa� (encoder)�với� số�
chiều�nhỏ�hơn�dữ�liệu�gốc.�Sau�đó,�một�mạng�
nơron� giải� mã� (decoder)� sẽ� ánh� xạ� từ� latent�
space�về�miền�dữ�liệu�ban�đầu,�cụ�thể�nguyên�
lý�hoạt�động�của�VAE�được�thể�hiện�qua�Hình�
1.�Ưu�điểm�của�mô�hình�neural�network�này�là�
latent�được�nén�về�biểu�diễn�nhỏ�hơn,�nhưng�
vẫn�giữ�được�các�đặc� tính�quan� trọng�của�dữ�
liệu�gốc.�Ngoài� ra,� ta�có� thể�quyết�định�phân�
phối� mà� latent� sinh� ra� nhờ� Kullback-Leibler�
(KL)�divergence�[10].

Đối�với�miền�dữ�liệu�rung�động�không�
có�quá�nhiều�sự�khác�biệt�giữa�dữ�liệu�hư�hỏng�
và� dữ� liệu� nguyên� vẹn.� Do� đó,� trong� nghiên�
cứu�này,�chúng�tôi�sử�dụng�dữ�liệu�ở�trạng�thái�
ban�đầu�của�dầm�(không�bị�hư�hỏng)�để�trích�
xuất� latent� dưới� dạng� một� phân� phối� chuẩn�

� như� đã� nêu� trên�Hình� 1.�Các�
điểm� trong�miền� ẩn� ở� trạng� thái� hư� hỏng� sẽ�

được�đối�chiều�với�các�điểm�ở�trạng�thái�nguyên�
vẹn�trong�miền�ẩn.�Theo�nghiên�cứu�[6],�hàm�
mất�mát�của�VAE�được�tính�toán�từ�Kullback�
Leibler� divergence� (KL)� dùng� để� ràng� buộc�
phân� phối� chuẩn� cho� latent� space� thể� hiện� ở�
công�thức�(1).

�������(1)�

Với�x�là�dữ� liệu�ban�đầu,�p(x)�và�q(x)�
là�hai�phân�phối�do�encoder�và�decoder�tạo�ra.�
Như�vậy,�hàm�mất�mát�cuối�cùng�của�VAE�trình�
bày�ở�công�thức�(2).

����������������(2)

Với� � lần� lượt� là� dữ� liệu�gốc�và�dữ�
liệu�khôi� phục,� p(z|x)� là� phân�phối� của� latent�
sinh� ra� từ� dữ� liệu�gốc�bởi� encoder�và�p(z)� là�
phân� phối� của� latent� mà� ta� mong� muốn� trở�
thành.

3.�THÍ�NGHIỆM

Mô�hình�thí�nghiệm�gồm�03�phần�chính:�
dầm,�khung�đỡ�dầm�(bao�gồm�liên�kết�với�dầm)�
và�động�cơ�rung,�trong�đó�mô�hình�dầm�có�kích�
thước�là�90�x�50�x�5�(mm).

Hình 2. Mô hình thí nghiệm dầm.
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Dưới�tác�dụng�của�tải�trọng,�chi�tiết�dầm�
sẽ�bị�phá�hủy�sau�một�số�chu�kỳ�nhất�định.�

Tuy� nhiên,� nếu� để�dầm�mỏi�một� cách�
tự�nhiên�(không�tác�động�thêm)�trong�quá�trình�
mô�phỏng�hoạt�động� thì�sẽ�cần�rất�nhiều�thời�
gian�để�dầm�tiến�đến�trạng�thái�này.�Do�đó,�dầm�
sẽ� được� cắt� ban� đầu� để� tạo� nên� ứng� suất� tập�
trung�tại�một�vị�trí�cụ�thể�để�giúp�dầm�phát�triển�
vết�nứt�tế�vi�đó,�từ�đó�có� thể�mô�phỏng�được�
quá�trình�hư�hỏng�của�dầm.

Vị�trí�cắt� là� tại�vị� trí�¼�của�dầm,�dầm�
sẽ�được�rung� liên� tục�và�cứ�cách�mỗi�phút�sẽ�
lấy�mẫu�một�lần.�Dầm�sẽ�lấy�với�10�mức�độ�hư�
hỏng,�ứng�với�mỗi�mức�độ�thì�chiều�dài�vết�cắt�
sẽ�tăng�thêm�2mm.�Giữa�các�mẫu�đều�có�thời�
gian�nghỉ�vì�khi�hoạt�động,�động�cơ�nóng�sinh�
nhiệt�ảnh�hưởng�đến�kết�quả�đo.�Các�mẫu� thí�
nghiệm�phải�được�đánh�số�thứ�tự�và�thời�gian�
và�điều�kiện�lấy�mẫu.

Hình 3. Tạo vết cắt kích thích hư hỏng cho dầm.

4.�KẾT�QUẢ�VÀ�THẢO�LUẬN

Qua�quá�trình�xử�lý�tín�hiệu�thu�được�số�
lượng�từ�các�kênh�IMF�thông�qua�quá�trình�xử�
lý�bằng�VMD,�cụ�thể�VMD�tối�đa�05�kênh�IMF.�
Để�tín�hiệu�được�trích�xuất�một�cách�hiệu�quả,�
các�IMF�được�đánh�giá�thông�qua�hệ�số�tương�
quan�giữa�các�kênh�với�tín�hiệu�gốc�được�thể�
hiện�ở�Bảng�1.

Bảng 1. Hệ số tương quan của các kênh IMF so
với tín hiệu gốc thu được từ các dầm

IMF 1 2 3 4 5
Dầm�
1 0.023 0.035 0.042 0.108 0.996

Dầm�
2 0.012 0.029 0.028 0.106 0.998

Dầm�
3 0.043 0.061 0.088 0.069 0.993

Dầm�
4 0.045 0.070 0.177 0.098 0.980

Những� kênh� có� hệ� số� tương� quan� lớn�
hơn�giá�trị�0,1�sẽ�được�chọn�để�xử�lý.�Các�thành�
phần�dao�động�cưỡng�bức�mang�đặc� tính�của�
dao�động�cưỡng�bức,�nếu�có�sự�thay�đổi�bất�kỳ�
nào�thì�biên�độ�của�các�thành�phần�này�cũng�sẽ�
thay�đổi.�Do�đó,� sau�khi�chọn�được�các�kênh�
IMF�chủ�đạo�thì�sử�dụng�biên�độ�tức�thời�của�
chúng�để� làm�thông�số�đầu�vào�cho�quá�trình�
chẩn�đoán�hư�hỏng�bằng�VAE.

Hình 4. Biểu diễn latent space trích xuất từ dầm
nguyên vẹn và hư hỏng được thể hiện qua phép
PCA. Các điểm màu xanh lục và xanh dương thể
hiện dầm trong trạng thái hoạt động bình thường
ở tập huấn luyện và tập kiểm chứng, các điểm màu
đỏ biểu thị dầm bị hư hỏng trong tập kiểm chứng.
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Sau�khi�xử�lý�tín�hiệu,�ta�trích�xuất�biểu�
diễn� latent� của�mô�hình�đã� được�huấn� luyện.�
Các�đặc� trưng� trích� xuất� được� thể� hiện� trong�
hình�5.�Ta�nhận�thấy�khi�mức�độ�hư�hỏng�càng�
gia�tăng�thì�giá�trị�latent�có�xu�hướng�tăng�theo.�
Điều�này�chứng� tỏ� rằng�encoder� của�VAE� có�
khả�năng�chỉ�ra�những�hư�hỏng�và�có�thể�nhận�
biết�một�cách�rõ�ràng�thông�qua�tỷ�lệ�phương�
sai.

Kết�quả�dự�đoán�hư�hỏng�của�mô�hình�
được�thể�hiện�ở�bảng�(2).

Bảng 2. Kết quả dự đoán hư hỏng trên dầm.

Độ�chính�xác
Dầm�1 85%
Dầm�2 89%
Dầm�3 85%
Dầm�4 89%

5.�KẾT�LUẬN

Trong� nghiên� cứu� này,� chúng� tôi� giới�
thiệu�phương�pháp�VAE�để�nhận�biết�hư�hỏng�
thông� qua� dữ� liệu� rung� động.�Kết� quả� chỉ� ra�
rằng� VAE� có� hiệu� quả� trong� việc� trích� xuất�
những�đặc� tính�của�hệ�dầm.�Latent�sinh� ra� từ�
encoder�có�thể�phân�biệt�được�một�cách�rõ�ràng�
thông� qua� biểu� diễn� của� nó� trên� đồ� thị� phân�
phối.�Nó�cũng�làm�nổi�bật�tầm�quan�trọng�của�
các�đặc� trưng�ẩn� trong�VAE�nói� riêng�và�mô�
hình�generative�deep�learning�nói�chung.
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